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I.はじめに 
 
データサイエンスワークフローとは何ですか？ 
 
データサイエンスワークフローは、データ分析の完了した手順です。ワークフローは通常、データ収

集、データクリーニング、データ処理、データの視覚化と分析、モデリング、モデルアプリケーショ

ンの手順に従います。モデリングは、教師ありおよび教師なしの機械学習、回帰、分類などをカバー

するいくつかの部分に分割することもできます。RMDS データサイエンスワークフローは、特に、

RM4E アプローチを使用したエコシステムアプローチ（方程式、推定、評価、実行）に従います。 
 
詳細なプロセスは特定の機会によって異なりますが、一般的に従うべき理論的なアイデアやガイダン

スがいくつかあります。このガイドブックは、データ分析の経験がある人にとって便利なツールであ

り、理想的なワークフローを構築する際の各ステップにいくつかの標準を設定することを目的として

います。 
 
このガイドブックには 5 つのパートがあり、パート 1 は RMDS ワークフローの紹介とこのガイドブ

ックの目的、パート 2 はエコシステムアプローチの下での RM4E を示し、パート 3 はワークフロー

の一般的な標準を示し、パート 4 は実際の例で標準を説明します。パート 5 は、RMDS コミュニテ

ィで公開されるワークフローのレビューと承認のプロセスに関するものです。 
 
 
Ⅰ.4E 

 

 
 
a. 方程式-方程式は、私たちの研究のモデルとフレームワークを表しています。 
   それらは、データと研究のアイデアまたは設計の間のリンクとして機能します。 
 
b. 推定-推定は、方程式（モデル）と私たちの研究に使用されたデータの間のリンクです。 
   これらは、モデルのパラメーターを計算するために使用されるアルゴリズムです。 
 
c. 評価-エラーは、モデルとデータ間の適合性を評価するために使用されます。 
   これらのメトリックは、推定方法と生成されたモデルのパフォーマンスを評価します。 
 
d. 実行または説明–説明は、方程式（モデル）と私たちの意図する研究目的との間のリンクです。 
   結果をどのように説明するかは、研究目的と研究対象によって異なります。 
   実行は、作成されたモデルを本番環境に移行するステップであり、意思決定に使用されます。 
 
 



II.ワークフローの基準 
 
このセクションでは、RM4E ワークフローが従う必要のある手順について説明します。 
以下では、最初にワークフロー構築プロセスを示します。 
その後、専門委員会が以下の RM4E 標準に基づいてワークフローを判断します。 
 
私たちは当初、CRISP-DM モデルに基づいて RM4E のアイデアを構築しました。 
ただし、その後、4E および ResearchMap フレームワークを使用して改良しました。 
CRISP-DM は、データマイニングの業界標準プロセスの略語です。 
CRISP-DM が従う 6 つのステップは、ビジネスの理解、データの理解、データの準備、モデリング、

評価、および展開です。 
( 引用 https://www.datasciencecentral.com/profiles/blogs/crisp-dm-a-  standard-
methodology-to-ensure-a-good-outcome). 

 
標準ワークフローを構築するための次のデモンストレーションでは、Apple の App Store アプリケ

ーションに関するデータ分析のケーススタディを使用して、実際の図を提供します。 
ここでの例は、Python を使用して示されます。 
R の追加の例は、後のセクションで表示されます。 
 
 
質問を定義する 
 
○どのようなビジネス上の質問を解決したいですか？ 
○具体的なタスクは何ですか？ 
○成功の指標は何ですか？ 
 
ワークフローの最も幅広い用途の 1つは、予測を行うことです。 
アプリケーションは広く普及しており、さまざまな目的に使用できます。 
たとえば、アプリケーションは、映画の興行収入やスポーツゲームのスコアを予測することです。 
予測しようとしているものに基づいて、1つのデータセットからさまざまなタイプの予測を実行でき

ます。 
 したがって、データセットの分析に入る前に、モデリングまたは分析の目標を明確にしてください。 
たとえば、データから推進したいビジネス価値や、プロジェクトで予測したい価値などです。 
 特定の数値結果（回帰）を予測することも、1 つのイベントの成功を予測することもできます。 
 
 
（分類）.データにワークフローを構築するプロセス全体を通して、常に目的を念頭に置いてくださ

い。 

https://www.datasciencecentral.com/profiles/blogs/crisp-dm-a-standard-methodology-to-ensure-a-good-outcome
https://www.datasciencecentral.com/profiles/blogs/crisp-dm-a-standard-methodology-to-ensure-a-good-outcome
https://www.datasciencecentral.com/profiles/blogs/crisp-dm-a-standard-methodology-to-ensure-a-good-outcome


ケーススタディ 
 
私たちの目標は、AppStore で提供される機能に基づいて各アプリの人気を予測することです。 
 

Data Sources データソース 
目標が決まったら、リソースの検索が次の重要なステップです。 Kaggle、Google Public Data 
Explorer、各都市のオープンデータ（米国）、国勢調査局など、参照できる一般的なデータストレ

ージのウェブサイトはたくさんあります。これらの Web サイトに加えて、API、json、またはその

他の Web スクレイピングツールを使用して、ニーズに基づいて Web サイトからデータをスクレイ

ピングすることもできます。たとえば、Google マップから情報を取得するには、Google 
CloudPlatform で API を申請する必要があります。 IMDB Web サイトなど、特定の分野の Web サ

イトからスクレイプするには、「検査」を通じて Web 構造を調べ、関連データをスクレイプし、独

自にデータベースを構築する必要があります。 
 
データセットはさまざまな方法で保存することもできます。それを保存する一般的な方法は、

MicrosoftExcel です。通常、「。xlsx」または「.csv」形式です。このタイプのデータは、R の

「read.csv」または PandasPackage の Python の「pd.read_csv」を使用して処理するのもかなり

簡単です。 Excel の欠点の 1 つは、大量のデータを処理するのに時間がかかることです。他のデー

タベースストレージには、SQL、BigQuery などがあります。ローカルマシンまたは Google 
CloudPlatform や AWS などのクラウドプラットフォームの両方でこれらのデータベースに簡単に

接続できます。 SQL と BigQuery はどちらも SQL コマンドで実行されます。 

 
ケーススタディ 
この場合、App Store の各アプリには、名前、カテゴリ、アプリの言語などの説明を含む特定の

json ファイルがあることがわかります。異なるキーワードで URL にアクセスすると、Web サイト

は関連する jsonファイルを返します。コードを手動で実行する代わりにファイルを自動的に返すよ

うにするために、Selenium もシステムに適用しました。これにより、コードはそれ自体で実行され

続け、jsonファイルはローカルファイルに保存されます。これが例です。 



 

 
 
これらの json ファイルでは、前述のように、各ノードは「game_center」、「genre」、「price」、「language」など

の 1 つの機能を表します。したがって、for ループで json ファイルからデータを抽出します。それらをデータフ

レームに再配置します。 合計で約 35,000 行のデータを取得します。 
 
 

 
 
そして、データフレームは次のようになります。 

 

 



クリーニングデータ 
欠落している値を埋める/省略する： 
 
生データが手元にあると、データセットに欠測値や外れ値が表示されるのは正常です。ただし、常

に覚えておいてください。直接クリーンアップしないでください。最初にデータを調べてください。

実際には、「NA」または外れ値が自分にとって価値があることがわかります。 （これは、特定の場

合の目的とデータにも依存します。） 
 
欠落している値を検出するには、Python Pandas パッケージで「.isna（）」または「.isnull（）」

を使用できます。これにより、「TRUE」または「FALSE」のブール値が返されます。データフレ

ーム内のすべての「NA」値を削除するには、「pd.dropna（）」を使用します。ドロップヌル値ス

テートメントに条件を追加することもできます。'df.dropna（axis = 'columns'） 'は、欠落値など

の列をドロップすることを意味します。欠落値をドロップする代わりに、それらを埋めることもで

きます。 in。'df.fillna（0） 'は、すべての null 値を 0 で埋めることを意味します。 

 
データの不整合を修正 
データに不整合がある場合、たとえば、異なる測定単位のデータがセンチメートル単位である場合

とインチ単位である場合は、エラーとバイアスを回避するために、不整合を確認して修正してくだ

さい。 

 
データ統合 
欠測値と不整合の問題に対処することに加えて、現在持っているデータには、目標を達成するため

に必要な十分な情報が含まれていない場合があります。この場合、他のリソースをさらに調べて、

データに追加情報を追加する必要がある場合があります。たとえば、IMDB データに基づいて映画の

興行収入の予測に取り組んでいて、さまざまな映画の Web サイトからのレートが正確に役立つと考

えた場合、RottenTomatoes などのサイトからより多くの情報を取得する必要があります。 

 
ケーススタディ 
ケーススタディでは、App Store から取得できる限り多くの観測値を使用するため、最初のステッ

プとして 0 を使用してすべての null 値を満たします。 
 

 
 
 
 
 
 
 
 
 



データ変換 
おめでとう！これで基本的なデータセットが構築されましたが、データをより適切に適合させるため

に、何らかの変換を行う必要がある場合があります。 

 
特徴選択 
データサイエンティストは「過剰適合」に精通しています。つまり、モデルは元のデータ（通常はト

レーニングセット）を十分に記述しているため、（テストおよび検証セットで）予測を行うのにうま

く機能していません。特徴選択は、過剰適合を回避するための効果的な方法の 1つです。 
 
特徴選択には、サブセット選択、テスト検証、k-fold など、多くのアルゴリズムもあります。これら

のアルゴリズムはどちらも特徴選択に役立ちますが、それぞれに長所と短所があります。サブセット

の選択は計算がより複雑ですが、k-fold はビッグデータで使用する方が簡単なようです。ケースに基

づいて任意のアルゴリズムを選択できます。 
 

特徴抽出 
既存の機能から機能を選択する以外に、独自の機能をコンパイルして抽出することもできます。主成

分分析の略である PCAは、1 つのアプローチです。 PCAの考え方は、データセットでより多くを説

明するために使用する機能を少なくすることです。主成分の数を変えて、説明された値のパーセンテ

ージである PVE を生成して、元のデータを説明する際に新しいコンポーネントの組み合わせがどの程

度うまく機能するかを調べることができます。最終的には、PVE が比較的高く、PC の数が比較的少

ない、危険にさらされたものを選択する必要があります。さらに、PLS（部分最小二乗回帰）および

PCR（主成分回帰）という名前の新しい成分変数に回帰を構築できます。



 

正規化 
 
データセットが構築されたら、データに何らかの変換が必要かどうかを判断する必要があります。変

換には、データの集約、一般化、正規化などが含まれますが、これらに限定されません。多くのデー

タセットでは、変換として機能エンジニアリングを適用します。ここでの機能エンジニアリングとは、

ドメイン知識に基づいて変数を変換または追加することを指します。いくつかの例は、変数 x をその

絶対値| x |に変換することです。または正方形 x ^ 2。 x1 * x2 のような新しい交互作用項を作成する

ことも一般的な方法です。 
 
機能エンジニアリング以外に、データの正規化にも注意を払う必要がある場合があります。すべての

データセットを標準化する必要はないかもしれません。 
  
標準化は特定の状況に大きく依存しますが、このプロセスを必要とする特定の機械学習アルゴリズム

があります。 
 
K-NN はこれらのアルゴリズムの 1つです。 K 最近傍理論により、他の観測値間の類似性に基づいて

データを予測します。ここでの「類似性」は、2 つの近傍間のユークリッド距離によって決定されま

す。距離を計算するときは、各特徴の重要性を等しく重み付けしたいと思います。実際、一方の機能

をもう一方の機能よりも重要視したい場合があります。その場合は、方程式の前に係数を追加できま

す。ただし、いずれの場合も、K-NN アルゴリズムを適用する前にデータを正規化する必要がありま

す。それ以外の場合、絶対値が大きいデータは、アルゴリズムで自動的により多くの重みが付けられ

ます。 
 

ケーススタディ 
 
アプリのデータはランダムに取得されるため、米国以外のアプリまたは英語を話さない言語からデ

ータを取得します。バイアスを回避するために、米国のアプリ市場内のデータに焦点を当てること

にしました。そのため、各アプリのタイトルからテキスト分析を行い、英語以外のアプリを削除し

ました。さらに、タイトルのキーワードも 1 つのアプリの人気に影響を与える可能性があると考え

ているため、キーワードの数を数え、頻度でランク付けしました。次に、上位 30 の頻度を持つキー

ワードを、データセットのダミー変数として使用します。たとえば、「notes」は Top30 キーワー

ドであり、「notes」という名前の機能を追加します。観察ごとに、タイトルに「メモ」が表示され

ている場合は、この機能の下に 1 をマークします。そうでない場合は、0 としてマークします。 
 
また、ダミー変数と「スタディ X ノート」などの他のすべての機能との間に交互作用項を適用しま

す。全部で 90 の機能になりました。 

 
データ解析 
 
Hooray、この部分に到達すると、最終的にデータ処理が完了します。分析の世界へようこそ。 
 
データサイエンティストがドメイン知識に加えて一連のデータを理解するためには、データにすば

やく精通することでモデリングも容易になります。データの視覚化は、分析に役立つ 1 つの方法で

す。集合棒グラフでデータの一般的な分布を確認したり、線形グラフで外れ値を決定したり、2 つの

変数間の相関関係を確認したりできます。これは技術的なプロセスではありませんが、データにス

トーリーを伝える方法です 
 



ケーススタディ 
  
ここでは、各カテゴリのアプリの数を集計し、各機能間の相関関係を確認します。 「ゲーム」プレ

イというジャンルのアプリは、他のアプリよりも人気がある傾向があることがわかりました。 

 
統計モデリング/予測 
 
これはあなたがずっと待っていた部分だと思います、それはモデリングの時間です！ 
 
機械学習について話すとき、それが教師あり学習と教師なし学習の 2 つのカテゴリに分けられるこ

とは誰もが知っています。教師あり学習とは、入力値と出力値（X と Y）の両方を使用した観測を指

しますが、教師なし学習は通常、データを類似性によってクラスターに編成します。 
 
R と Python の両方でモデリングするためのパッケージがあります。 Python で、「sklearn」パッ

ケージをインストールします。これは組み込みパッケージではないため、「pipinstall」を使用して

インストールする必要があることに注意してください。すべてのモデリングプロセスの最初のステ

ップは、元のデータをトレーニング、テスト、および検証テストに分割することです。通常、5：2
.5：2.5 の部分に分けられます。 
 
データセットのモデルを構築するときは、より複雑な機械学習モデルに深く踏み込む前に、最初に

ベースラインモデルを構築しておくことをお勧めします。通常、線形回帰またはロジスティック回

帰は最も単純なものであるため、最初のステップとして使用します。ベースラインに基づいて、モ

デルを段階的に改善します。 1 つのモデルの適合性を判断するために使用する基準には、調整済み

R 二乗、MSE（平均二乗誤差）、逸脱度、精度などがあります。 
 

ケーススタディ 
 
この例では、線形回帰をベースラインとして設定し、ロジスティック回帰、決定木、ランダムフォ

レスト、K-NN、ニューラルネットワークも適用しました。この場合、測定基準として正解率を採用

しています。次のグラフは、上記のすべてのモデルの結果を示しています。 



 
 

結果の解釈 

 
あなたの主な目的またはビジネス上の質問に関して、解釈の文言または結果の記載に注意してくださ

い。 「p 値」、「調整済み R 二乗」、「信頼区間」などのトリッキーな用語の解釈に注意してくだ

さい。専門的な統計的解釈を含めることは素晴らしいことです。また、平易な解釈が必要になる場合

もあります。場合によっては、統計的でない聴衆のための英語。 

 
合成と書き込み 

 
ワークフローが完了したら、ワークフローを簡潔に説明および要約するための短いレポートまたは

「readme」ファイルを作成する必要があります。これは、コミュニティで再現可能で再利用可能な

ワークフローを構築することを目的としているためです。このようにして、同様のデータセットを持

っている人は、ワークフローを参照して、独自のワークフローをカスタマイズしたり、ワークフロー

を直接再利用したりすることができます。これにより、将来の分析がより効率的になります。オープ

ンソースとしての「readme」テキストにより、RMDS コミュニティのデータサイエンティストはプ

ロジェクトをよりよく理解し、必要に応じて将来的に改善することができます。 

 



 

I.例のあるツール 
 
（Chinese Data Institute）データを使用した R の例 
視覚化でワークフローがどのように見えるかを次に示します。 

 

 
#このデータセットには、1949 年から 2004 年までのさまざまな中国の州のスタートアップ金融機関

が含まれています 
 
 
1.最初にデータをロードする必要があります 
 
 
#Excel ファイルを読む（州の名前を変更して別の州からデータを取得することにより、例として北

京を使用します） 
 

Beijing<read_excel("E:/RMDS/CHINA_DATA_LAB/Final_Reports/Alteryx_input/2004 
Finance_by_Province_1.xlsx",sheet="Beijing") 
 
2.データをロードした後、データ型を確認します。 
（さらに計算するために、変数タイプが数値であることを確認してください。） 

 
 
3.データ型を数値に変更した後、スタートアップ機関の総数を計算するための新しい列が必要です。 
 

Beijing$Beijing_Total<- Beijing$`Banking startup total (I_6810, I_6820,I_6890)` + 
Beijing$`Securities startup total(I_6910, I_6920, I_6930, I_6940)`+Beijing$`Insurance startup 
total (I_7010, I_7020, I_7030)` 
 
4.合計の列ができたら、各機関が毎年構築した割合を計算する必要があります（これは銀行の一例で

sapply(Beijing,class) 



す） 
 

Beijing$Beijing_Banks<-ifelse(Beijing$Beijing_Total== 0,0,Beijing$`Banking_startup_total 
(I_6810,I_6820, I_6890)`*100/Beijing$Beijing_Total) 
 
5.次に、1949 年から 2004 年までのさまざまなスタートアップ機関の傾向のプロットを作成します

（ggplot パッケージを使用） 
 
6.最後に、プロットを pdf ファイルにエクスポートします。（ggsave 関数を使用） 

 
出力は次のとおりです。 

 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
ダイヤモンドに関連するデータを使用した R の例： 
約 54,000 個のダイヤモンドの価格とその他の属性を含むダイヤモンドデータセット。 
これは、R パッケージ–ggplot2 内のデータセットです。 
ダイヤモンドの簡単なワークフローは次のとおりです。 



 

 
 
データをロードし、不足している値を確認します 
 
#Load and look at the data diamonds data("diamonds") 
head(diamonds) 
  
#Check missing value 
sum( is.na( diamonds ) ) > 0 #is.na<=0 which means there are no missing value 
 
さらなるモデルのランダムシードを設定します 
 
set.seed  
 
ダイヤモンドをトレインとテストのデータセットに分割します 
 
Sample.split() 
#There many ways to split data, make sure how much percentage in each dataset 
  
最初のモデルを作成します（式） 
 
#In this workflow, I use linear regression model for my first model 
#Before I build the model, I use ggparis() to check the correlation #between different variables to 
finalize which variable to use. 
Example: 
lin_regress<-lm(price~.-x-y-z,data = train) 
  
調整済み R ^ 2 と係数を確認して、モデルと関係についてのアイデアを取得します。 
 
summary(lin_regress) 
  
.テストデータを線形回帰モデルに実装します（推定） 
  
predict(lin_regress,test 
  
 
 
 
 
 
 



１． 予測結果を取得したら、実際の結果を比較して、モデルの二乗平均平方根誤差を計算できます

（評価） 
 
#There are also other ways to measure the performance of a model, e.g. 
https://indatalabs.com/blog/predictive-models-performance-evaluation-important 
sqrt(mean(Final_Data$error^2) 
  
 
２．次に、Gradient Boosting Machines を使用して別のモデルを作成し、改善があるかどうかを

確認します（式） 
 
 # I use package #library(gbm) 
# There are many other packages to use like xgboost, h2o, caret, etc. 
# I change the interaction.depth to 3 to have better perform. 
 
 
３．前と同じように、テストデータセットを GBM モデルに実装する必要があります 
 
#Estimation our prediction 私たちの予測（見積もり） 
 
４．このモデルの二乗平均平方根誤差を計算します 
 
 # Compare the error with the previous model and find the better one 
 
 
５．比較の結果、勾配ブースティングマシンモデルの RMSE が小さいことがわかりました。これ

を使って価格を予測することにしました（実行） 
 
 

I.レビューと承認のプロセス 
 
ワークフローが完了すると、このガイドブックが示唆する基準に従って、専門家委員会がワークフ

ローを確認します。承認されると、他の専門家が議論して改善できるように、オープンソースとし

てコミュニティの Web サイトにアップロードされます。 
 
ご参加いただきありがとうございます。RMDS コミュニティへのご参加を心よりお待ちしておりま

す。 
 

https://indatalabs.com/blog/predictive-models-performance-evaluation-important
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